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RESUMO

Este meta-artigo descreve um trabalho que tem como intuito realizar a identificagao
de sinais cardiacos diferenciando entre arritmias do tipo Q, F, S, V, N e sinais normais,
além da descricdo dos avancos e resultados, também € mostrada a metodologia
utilizada para esta construcéo. Apds alcancar os resultados mostrados no artigo que
€ utilizado como base, teremos o0 objetivo de incluir este classificador em uma nuvem
do servidor AWS.
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1 INTRODUCAO

O aumento da proporgéo de brasileiros com 65 anos ou mais vai dos cerca de
10% atualmente, para 21,9% em 2050, segundo projecdes do Instituto de Pesquisa
Econémica Aplicada (IPEA) (BONIFACIO; GUIMARAES, 2021) e esse rapido
envelhecimento da nossa populacao ira aumentar a carga sobre o sistema de saude,
visto que pessoas idosas estdo mais suscetiveis a problemas de saude que a fatia
mais jovem da sociedade.

Além disso, mesmo apods a pandemia da COVID-19, ha a preocupac¢édo com 0s
efeitos decorrentes da covid longa, onde sintomas respiratorios, cardiacos e
neurolégicos podem se estender por periodos maiores que 6 meses apoés a eliminacao
do virus (BAIG, 2021; PERGOLIZZI et al., 2021; RUSHFORTH et al., 2021; YONG,
2021). Arritmias podem ser um dos sintomas das cardiopatias causadas pela COVID
longa (YONG, 2021) e segundo o instituto norte-americano National Heart, Lung, and
Blood Institute, uma das principais formas de identificar arritmias € através do exame
de eletrocardiograma (ECG) (NHLBI, 2021).

Dentro deste contexto, o desenvolvimento de sistemas de ECG inteligentes,
gue possuam a capacidade de identificar arritmias de forma automatica traria mais
uma ferramenta para o corpo meédico. Além disso, é possivel desenvolver esses
sistemas com conexao a internet, também conhecidos como ECG-IoT (Internet of
Things), que além de realizarem a aquisi¢cao do sinal de ECG, podem enviar para um

servidor, através de um sistema em nuvem, para posterior processamento.
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Considerando que processadores em nuvem possuem uma capacidade
computacional maior que sistemas embarcados, é possivel executar algoritmos
inteligentes para deteccéo de arritmias, que séo foco de pesquisas atuais (ALFARAS;
SORIANO; ORTIN, 2019; DE MELO RIBEIRO et al., 2022; HU; CHEN; ZHOU, 2022).
Portanto, esse trabalho tem o objetivo de desenvolver um sistema inteligente de
classificacdo de arritmias e implementé-lo dentro do sistema de nuvem da Amazon
(AWS). Para isso sera implementado o classificador desenvolvido por BODA,
MAHADEVAPPA e KUMAR DUTTA (2023), onde uma Rede Neural Recorrente (RNR)
classifica caracteristicas temporais e em tempo frequéncia, através de coeficientes

wavelets.

2 METODOLOGIA (MATERIAL E METODOS)
Slide 6-10

Para este trabalho, utilizamos Python, bibliotecas voltadas a manuseio de
dados (Numpy, Pandas, Matplotlib e Pylab), criacdo e treinamento de redes LSTM
(Tensorflow, Keras). O dataset utilizado foi o PhysioBank, PhysioToolkit, and
PhysioNet: Components of a new research resource for complex physiologic signals
que é disponibilizado pelo MIT nomeado de “MIT-BIH Arrhythmia Databse” com o
objetivo central para o desenvolvimento do artigo The impact of the MIT-BIH
arrhythmia database. Apos realizarmos o download, foi feita a filtragem dos sinais
disponibilizados para retirar os ruidos de baixas e altas frequéncias, porém os pontos
referentes aos sinais também precisaram ser alterados, pois identificavam os pontos
do sinal sem filtro, por se tratar de um valor de deslocamento fixo, foi necessario
apenas realizar um incremento em todos os pontos informados.

Depois de ter o sinal filtrado e com a identificacdo de todas as batidas, foi
iniciada a construcdo do dataset, foi preciso realizar a inser¢cado de 4 caracteristicas
temporais que se relacionavam as distancias entre picos e 4 morfolégicas que se
relacionavam aos coeficientes de wavelets. Cada linha do dataset possuia as
seguintes informacdes: sinal da batida normalizado, 4 coeficientes temporais e 4
coeficientes morfologicos.

Apos a finalizagdo da divisdo das batidas e caracteristicas, foi realizada a
divisdo entre datasets, sendo eles DS1, DS21 e DS22. O DS1 se trata do dataset de
treino geral, contendo dados dos individuos identificados com o numero inicial 1, ja o
DS21 também é um dataset de treino porém especifico e se trata dos primeiros 5
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minutos do sinal dos individuos com numero inicial 2, ou seja, cada individuo possui
um dataset, e 0 DS22 se trata dos 25 minutos restantes do sinal dos individuos com
namero inicial 2. Desta forma cada individuo possui um dataset diferente para treino,
um dataset dedicado para caracteristicas daquele individuo.

Tendo todos os dataset divididos, foi iniciada a construcédo da rede LSTM, a
entrada foi adequada as dimensdes do dataset e a saida é baseada em um vetor de
5 posicoes e cada posicéo pode ser 0 ou 1, sendo assim identificando o tipo de batida
qgue foi identificada. Também foi realizado o shuffle do dataset e os call-backs
alimentavam vetores de loss e acuracidade. Apds a construcdo a rede ficou com o

layout mostrado na Figura 1 - Layout rede LSTM.

MLII input: | [(32, 261, 1)] V5 input: | [(32, 261, 1)]
InputLayer | output: | [(32, 261, 1)] InputLayer | output: | [(32, 261, 1)]
Istm input: | (32, 261, 1) Istm_1 | input: | (32, 261, 1)
LSTM | output: (32, 50) LSTM | output: (32, 50)

N

concatenate | input: | [(32, 50), (32, 50)]
Concatenate | output: (32, 100)

signal type | input: | (32, 100)
Dense output: | (32, 5)

Figura 1 - Layout rede LSTM

Com o dataset e a base de treinamento construidos, iniciamos 0s treinamentos

com 1000 épocas, armazenando todos os dados de todas as épocas.

3 RESULTADOS E DISCUSSAO

Os resultados obtidos por épocas séo possiveis de serem visualizados na Figura
2 - Resultado por época.

Os resultados armazenados estdo por épocas pois esta sendo aferido qual a
quantidade ideal de épocas a serem utilizadas. Apoés visualizar os dados obtidos, foi
Visto que podemos prosseguir com o treinamento por mais épocas, ja que nao ocorreu
o overfit, sendo assim este se trata dos proximos passos deste projeto. A realizagédo
dos treinamentos até 2000 épocas e visualizacdo dos resultados obtidos por cada

modelo.
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Figura 2 - Resultado por época

4 CONCLUSAO

Os resultados mostram que o classificador esta muito proximo do que foi obtido
por BODA, MAHADEVAPPA e KUMAR DUTTA (2023), com excecéo da arritmia tipo
S. Como ainda ndo se observou overfitting da rede, mesmo considerando 1000
épocas, o0 préximo passo serd treinar todos os modelos para valores maiores que 1000
épocas e avaliar novamente os resultados.

Em paralelo ja estdo sendo realizados estudos para integracao do sistema com
a nuvem AWS, onde o primeiro problema a ser explorado é o parsing dos dados que

chegam na nuvem e os dados que sao processados pelo algoritmo de classificagéo.
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